
第３期
２０２０年３月

电　　子　　学　　报
ＡＣＴＡＥＬＥＣＴＲＯＮＩＣＡＳＩＮＩＣＡ

Ｖｏｌ．４８　Ｎｏ．３
Ｍａｒ．　２０２０

收稿日期：２０１９０３１３；修回日期：２０１９０５２８；责任编辑：覃怀银
基金项目：国家自然科学基金（Ｎｏ．６１７７１０６８，Ｎｏ．６１６７１０７９）；北京市自然科学基金（Ｎｏ．４１８２０４１）

ＬＳＣＮ：一种用于动作识别的长短时序关注网络
杨　珂，王敬宇，戚　琦，孙海峰，王　晶，廖建新

（北京邮电大学网络与交换国家重点实验室，北京１００８７６）

　　摘　要：　相较于图像分析，如何分析时序信息是动作识别中的一个主要问题．大多数先前的方法，如３Ｄ卷积网
络、双流卷积网络，仅使用包含全局时域信息的特征作为视频的表征，忽略了局部时序特征的重要性．考虑到这样的问
题，本文提出一种基于时序交互感知模块的长短时序关注网络———ＬｏｎｇａｎｄＳｈｏｒｔＳｅｑｕｅｎｃｅＣｏｎｃｅｒｎｅｄＮｅｔｗｏｒｋｓ
（ＬＳＣＮ），融合不同的时序信息，利用不同卷积层时序特征的交互加强对不同时序长度的动作实例的表示，兼顾长短动
作实例对时序信息的需求．实验结果表明，基于３ＤＲｅｓＮｅｘｔ１０１的ＬＳＣＮ在两个公共数据集（ＵＣＦ１０１和 ＨＭＤＢ５１）上，
相较于基础的网络分别有０４％和２９％的准确率提升．
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１　引言
　　近年来，由于在人机交互，监控安防等场景的应用，
对视频内容的分析已经受到越来越多的关注．人类通
常是视频数据中必须关注的中心，是事件的执行者，所

以动作识别对视频内容的理解至关重要．从基于人工
定义特征的方法［１，２］到采用深度学习的方法［３～５］，动作

识别的研究已经取得相当大的进展．然而，基于深度学
习的视频表征的构建仍然存在一些需要解决的问题，

其中由于视频中的帧随着时间的推移而演变，对时域

信息的建模［５～７］至关重要．有的方法通过融合帧级特
征［６～１４］得到视频的时序表示．其中，基于双流卷积网络
的方案［１１～１４］将光流模态中提取的特征作为时序表示，

再与ＲＧＢ模态中提取的空间特征相融合作为视频的表
征．这些方法对视频中的空间信息和时间信息分开进
行分析，忽略了时空信息之间的关联性，而采用３Ｄ卷
积操作的卷积架构［１５～２３］扩展了２Ｄ卷积网络结构，同时
对时域和空域进行分析，克服了这一缺点．
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３Ｄ卷积网络的输入是由视频帧堆叠成的时空网
格．通过不断堆叠的３Ｄ卷积操作，网络输出的特征图
尺度逐渐变小，所包含的时空信息逐渐丰富，网络最后

输出的特征图代表全局的时序和外观信息，通常也被

用作视频的表征．然而，在实际的场景中存在着这样的
事实，当人们观看视频时，对于某些动作实例，他们能够

基于少数几帧，甚至只需一帧，就能完成对动作的判别．
例如，在图１射箭的视频中，我们可以在仅观察到第一
帧时就能推断出动作的类别．对于这样的动作实例，３Ｄ
卷积网络中间层的局部时序特征就可以提供足够的时

序信息，而包含全局时域信息的特征就意味着时序上

的冗余，对于正确地表征视频是不利的．但是全局的时
域信息对于长时序的动作实例又是必不可少的．考虑
到上述因素，本文提出一种综合考虑长短时序特征的

模型———ＬＳＣＮ，拟合不同长度的时序特征间的交互，加
强特征的时序结构，得到更优的视频表征．

２　相关研究

２１　基于特征融合的动作识别
Ｋａｒｐａｔｈｙ等人［８］使用２Ｄ卷积网络提取每一帧的空

间特征，再融合作为视频的时空表征．ＲＧＢ输入（空间
流）和光流输入（时间流）的双流网络［１３］，独立地计算

时间和空间特征，在最后进行融合得到视频的时空表

征．Ｆｅｉｃｈｔｅｎｈｏｆｅｒ等人［１４，２６］在双流网络的基础上，增加

时间流和空间流的信息交互．ＴＳＮ［１２］为了表征整个视
频，对整个视频稀疏地进行采样．在 ＴＳＮ的基础上，ＤＴ
ＰＰ［１１］采用时空金字塔融合帧级的特征，ＥＣＯ［６］则使用
３Ｄ卷积网络作为特征融合方案．模拟帧和帧之间的时
序关系的另一种方案是使用循环神经网络［９，１０，２７］．
Ｄｏｎａｈｕｅ等人［９］采用 ＬＳＴＭ来整合视频帧的空间特征．
然而，ＲＮＮ在动作识别方面的表现目前落后于基于
ＣＮＮ的方法，这可能因为 ＲＮＮ的训练困难并且不能充
分模拟视觉上的时序依赖［１０，２７］．

基于特征融合的动作识别方案跨时间地融合提取

自每个视频帧的空间特征以得到视频的时空表示，将

时间特征和空间特征分开进行分析，忽略了时空信息

间的交互．ＬＳＣＮ以３Ｄ卷积网络作为基础模型，建立时
空信息间的交互，得到的视频表征更加有效．
２２　基于３Ｄ卷积网络的动作识别

Ｄｕ等人［１５］引入使用３Ｄ卷积核的卷积网络架构，
从视频的连续多帧中学习视频的时空表示．Ｈａｒａ等
人［１６，２１］沿用３Ｄ卷积核的使用，设计更加先进的网络结

构，进一步地提升网络的表示能力．为解决３Ｄ卷积网
络训练困难的问题，Ｃａｒｒｅｉｒａ等人［１７］提出一种新的３Ｄ
网络参数初始化的方法，而 Ｘｉｅ等人［１８～２０］选择对３Ｄ的
卷积核进行时间和空间上的分解．ＴＳＭ网络［５］在时间

维度上仅使用偏移操作，卷积计算在空间维度上执行，

使用近似２Ｄ卷积的计算复杂度模拟了 ３Ｄ的卷积操
作．Ｗａｎｇ等人［２２］提出一种非局部的空间时间模块来
捕获长期的时空依赖．为了拟合时空信息之间的关联
性，Ｄｉｂａ等人［２３］提出 ＳＴＣ模块，加载到３Ｄ卷积网络架
构当中．

３Ｄ卷积网络架构可以对时空信息同时拟合，但是
因为动作识别具有时序灵活性，即不同的动作实例需

要分析的时序信息的长度不同，３Ｄ卷积网络仅使用全
局时域信息来表征视频是不足的．ＬＳＣＮ在３Ｄ卷积网
络架构的基础上，拟合不同时序特征间的交互，得到时

序灵活的视频表征．

３　长短时序关注网络
　　在本文中，我们提出一种长短时序关注网络
（ＬＳＣＮ），目标是通过提出一种新的模型来探索更灵活
的时序结构来表征视频．网络架构如图２所示，其中，
３Ｄ基础网络可以对时空信息同时进行分析，每一层卷
积网络输出的特征都包含着不同大小的时域感受野．
我们首先选择两个不同层的特征作为时序交互感知模

块的输入．在时序感知模块中，对两个特征做空间上的
池化操作，得到代表不同时序长度的时序特征，再进行

时序融合．时序交互感知模块融合两个代表不同长度
时序的特征，拟合跨层时序特征间的交互，得到的融合

特征包含更丰富的时序信息．为了进一步丰富视频表
征的时序信息，ＬＳＣＮ选择多个卷积层的特征，通过多
个时序交互感知模块分别分析不同时序特征之间的交

互，再将所有的融合特征拼接到一起，作为视频的表征，

然后馈送到动作分类器中．
３１　时序交互感知模块

时序交互感知模块旨在拟合时序特征间的交互，

将时序信息凝练到新的特征中，以探索更灵活且鲁棒

的时间结构．本文选择分解的双线性池化作为时序交
互感知模块的融合策略．在文献［２８］中，双线性池化用
于分析包含模态信息和时序信息的特征，拟合模态时
序间的交互，以表征ＲＧＢＤ动作．

３Ｄ卷积网络中卷积层的输出特征为 Ｍ∈Ｒｃ×ｔ×ｈ×ｗ，
其中ｃ为ｃｈａｎｎｅｌｓ的数量，ｈ，ｗ分别为特征图的高度和
宽度，ｔ表示时间维度．将Ｍ的空间维度作池化操作，得
到时序特征ｘ∈Ｒｃ×ｔ．为了统一两个时序特征的时间维
度，对时间维度小的特征做时间维度的上采样操作．处
理后的两个时序特征可以写作：

４０５
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ｘ＝［ｘ１，ｘ２，…，ｘｃ１］
Ｔ，ｙ＝［ｙ１，ｙ２，…，ｙｃ２］

Ｔ

ｃ１、ｃ２代表两个特征的ｃｈａｎｎｅｌｓ数量．双线性池化是
可以组合两个向量空间的元素以产生第三向量空间的

元素的函数，式子如下：

ｚｉ＝ｘ
ＴＷｉｙ＋ｂｉ （１）

Ｗｉ∈Ｒ
ｃ１×ｃ２是输出向量 ｚｉ的权重矩阵，ｂｉ是偏移值．

根据文献［２９］，对Ｗｉ矩阵分解得到：
Ｗｉ＝ＵｉＶｉ

Ｔ （２）
其中Ｕｉ∈Ｒ

ｃ１×１，Ｖｉ∈Ｒ
ｃ２×１．由式（２），式（１）可以改

写为：

　　　　　　　　　ｚｉ＝ｘ
ＴＵｉＶｉ

Ｔｙ＋ｂｉ
＝Ｕｉ

Ｔｘ°Ｖｉ
Ｔｙ＋ｂｉ （３）

将式（３）进行扩展可得
ｚ＝ＵＴｘ°ＶＴｙ＋ｂ （４）

其中Ｕ∈Ｒｃ１×ｄ，Ｖ∈Ｒｃ２×ｄ，ｂ∈Ｒｄ为分解的双线性池化的
参数，ｚ∈Ｒｄ×ｔ是 ｘ，ｙ融合后的特征．其中 ｄ为两个时序
特征经过时序交互感知模块融合到的新特征空间的

维度．
经过式（２）的矩阵分解操作，双线性池化的参数数

量减少了（ｃ１×ｃ２）×ｄ－（ｃ１＋ｃ２）×ｄ且仍然可微．时序
交互感知模块可以嵌入到网络中进行端到端地训练，

融合时序特征，拟合时序特征间的跨层交互，得到的新

的特征包含更丰富的时序信息，具有更灵活且鲁棒的

时间结构．
３２　长短时序关注网络设计

因为不同动作实例需要分析的时序长度是不相同

的，即动作识别需要时序灵活的视频表征，仅使用全局

的时序特征作为视频的表征，对于外观信息明显，需要

分析的时序信息短的动作实例存在时序上的冗余，而

局部的时序信息又不足以表征长时序的动作实例．时
序交互感知模块可以分析来自３Ｄ卷积架构不同层的
两个时序特征间的交互，输出的特征包含两个输入特

征的时序信息，有着更优秀的时间结构，可以表示更灵

活的时间结构．为了进一步加强视频表征的时间结构，
ＬＳＣＮ选择更多的卷积层特征，分别使用时序交互感知
模块拟合两两时序信息间的跨层交互，再将得到的特

征拼接到一起作为视频的表征．相较于直接将各个不
同的时序特征拼接的方案，ＬＳＣＮ建立时序信息之间跨
层交互，凝练特征之间的时序信息，让最后的视频表征

更加紧凑．
作为基础模型的３Ｄ时空卷积网络最后卷积层输

出的特征具有最高的语义信息，区分性最强．为了获得
更具有区分性的表征，ＬＳＣＮ以自顶向下的方式将最后
一层的全局时序特征向浅层的局部时序特征融合，即

每个时序交互感知模块的输入都包含最后卷积层的全

局时序特征和选自中间卷积层的局部时序特征，保证

视频表征在有着更优秀的时间结构的同时，也能有足

够的可区分性，可以有效地对动作实例进行分类．
总之，ＬＳＣＮ相较于基础的３Ｄ卷积网络可以：（１）

探索不同长度的时序特征之间的交互，凝练时域信息，

提出紧凑的特征融合方案；（２）利用多个不同长度的时
序特征，得到的视频表征具有更加灵活的时间结构．在
接下来，通过在ＵＣＦ１０１［２４］和ＨＭＤＢ５１［２５］两个数据集上
的实验证明了ＬＳＣＮ的有效性．

４　实验与分析

４１　实现细节
实验数据集　本文中的实验在两个视频动作数据

集上进行评估：ＵＣＦ１０１［２２］和 ＨＭＤＢ５１［２３］．ＵＣＦ１０１包含
１３，３２０个视频，分为１０１个动作类，每个视频的平均持
续时间约为７ｓ．ＨＭＤＢ５１包含６，７６６个视频，分为５１个
动作类，每个视频的平均持续时间约为３ｓ．两个数据集
在时间上都做了修剪，移除了非动作相关的帧，并且提

供了三种不同的训练／测试划分（每种划分比例均为
７０％的视频用于训练，剩下３０％用于测试）．

网络结构　本文通过实验研究以３ＤＲｅｓＮｅＸｔ１０１［１６］

作为基础模型的ＬＳＣＮ的有效性．３ＤＲｅｓＮｅＸｔ１０１的网络
结构如表１所示．中括号中的内容表示每个残差块的结
构，中括号外的乘积表示残差块的数量．“Ｃ＝３２”意味着
组卷积中组的数量为３２在本文中，３ＤＲｅｓＮｅｘｔ１０１中网
络层ｃｏｎｖ２＿ｘ输出的特征记为ｃｏｎｖ２＿ｘ．

训练与测试　本文采用与文献［１６］相同的数据处
理方案．采样采用滑动窗口的方式，滑动窗口的大小设
置为６４在训练阶段，窗口随机在视频上进行采样．对
于采样的视频帧，随机地进行多尺度地裁剪，裁剪的尺

度包括 １，１
２１／４
，
１

槡２
，
１
２３／４
，{ }１２ ．当尺度为０５时，表示裁剪

尺寸等于采样视频帧中较短边的一半长度，裁剪的位

５０５
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置在帧上随机选择．接着将视频帧以５０％的概率进行
水平翻转，然后缩放到１１２×１１２×３的大小．在训练阶
段，采用带动量的随机梯度下降算法来更新网络参数，

动量设置为０９，权重衰减设置为１ｅ５，批量大小设置
为３２，学习率从００１开始，每２０轮将其除以１０选用
交叉熵损失作为损失函数，训练在６０轮的迭代后结束．
在测试阶段，采用两种评估方案以更全面地进行评估．
Ｃｌｉｐ：滑动窗口在视频的第一帧开始采样，采样得到的
６４帧通过网络计算，结果即为视频的预测得分．Ｖｉｄｅｏ：
滑动窗口从视频第一帧开始滑动采样，每次滑动的步

长为１，滑动至视频结束，对同一个视频的所有得分取
表１　３ＤＲｅｓＮｅＸｔ１０１的网络结构

网络层 特征图的大小 ＲｅｓＮｅＸｔ１０１

ｃｏｎｖ１ ６４×５６×５６×６４ ７×７×７，６４，ｓｔｒｉｄｅ１，２，２

ｃｏｎｖ２＿ｘ ３２×２８×２８×２５６

３×３×３，ｍａｘｐｏｏｌ，ｓｔｒｉｄｅ２

１×１×１，１２８
３×３×３，１２８，Ｃ＝３２
１×１×１，

{ }
２５６

×３

ｃｏｎｖ３＿ｘ １６×１４×１４×５１２
１×１×１，２５６

３×３×３，２５６，Ｃ＝３２
１×１×１，

{ }
５１２

×４

ｃｏｎｖ４＿ｘ ８×７×７×１０２４
１×１×１，５１２

３×３×３，５１２，Ｃ＝３２
１×１×１，

{ }
１０２４

×２３

ｃｏｎｖ５＿ｘ ４×４×４×２０４８
１×１×１，１０２４

３×３×３，１０２４，Ｃ＝３２
１×１×１，

{ }
２０４８

×３

ｃｌａｓｓｉｆｉｅｒ
２０４８ ｇｌｏｂａｌａｖｅｒａｇｅｐｏｏｌ

类别数量 ｆｃ

平均值作为视频的预测得分．两种评估方案中，对采样
的每一个视频帧，在中心位置进行尺度为１的空间裁
剪，然后缩放至１１２×１１２×３本文在一块ＮＶＩＤＩＡＴＥＳ
ＬＡＭ４０上使用ＰｙＴｏｒｃｈ进行实验．
４２　映射空间的维度选取

时序交互感知模块将两个时序长度的特征融合到

新的特征空间中去，融合后的特征 ｚ∈Ｒｄ×ｔ，其中 ｔ表示
特征的时间维度，ｄ表示融合后新的空间维度，为了研
究新的空间维度ｄ的选取对实验结果的影响并验证基
于３ＤＲｅｓＮｅｘｔ１０１的ＬＳＣＮ的有效性，本节对ＵＣＦ１０１［２２］

和ＨＭＤＢ５１［２３］中的第一种划分进行实验对比，结果总
结在图３中．

其中，横轴上的基线表示 ３ＤＲｅｓＮｅｘｔ１０１，５１２、
１０２４、２０４８、４０９６、８１９２分别表示当 ｄ值取对应值时的
ＬＳＣＮ，纵轴上的数值表示对应模型的动作识别准确率
的百分比值．柱状图下方的ＵＣＦ１０１（％）、ＨＭＤＢ５１（％）
表明了相应结果使用的实验数据集分别为 ＵＣＦ１０１
ｓｐｌｉｔ１和ＨＭＤＢ５１ｓｐｌｉｔ１在本节实验中，时序特征选择
ｃｏｎｖ５＿ｘ、ｃｏｎｖ４＿ｘ和 ｃｏｎｖ５＿ｘ、ｃｏｎｖ３＿ｘ．由图 ３可得，
ＬＳＣＮ的结果要优于基线（３ＤＲｅｓＮｅｘｔ１０１［１６］），但是 ｄ
值的选取对于 ＬＳＣＮ的影响并不大．在 ＵＣＦ１０１ｓｐｌｉｔ１
上，当ｄ值较小时，融合后的特征维度可能过小，区分性
弱，准确率较低，随着 ｄ的增大，ＬＳＣＮ的准确率逐渐变
高，当ｄ等于１０２４，２０４８，４０９６时，准确率达到最大值，
而随着ｄ的继续增大，准确率开始下降，可能的原因是
ｄ值过大，带来过多的参数，网络变得倾向过拟合．而在
ＨＭＤＢ５１ｓｐｌｉｔ１上，整体趋势表现为 ＬＳＣＮ的准确率随
着ｄ值的增大而增大．可见，在不同的数据分布上，
ＬＳＣＮ对于ｄ值的适应性稍有不同，但都是有效的．在接
下来的实验中，为了进行公平的比较，在两个数据集上

ｄ值都设置为２０４８

４３　局部时序特征的选择
ＬＳＣＮ选用多个局部时序特征来得到更灵活的时

序结构，本节通过实验研究局部时序特征选取对 ＬＳＣＮ
性能的影响，选择的每一个局部时序特征都与全局时

序特征ｃｏｎｖ５＿ｘ进行融合．实验的结果如图４所示．其
中，横轴上的基线表示３ＤＲｅｓＮｅｘｔ１０１，４、４，３、４，３，２分
别表示选取相对应的卷积特征的 ＬＳＣＮ，例如，项目“４，

３”意味着局部时序特征选择 ｃｏｎｖ４＿ｘ和 ｃｏｎｖ３＿ｘ再分
别与 ｃｏｎｖ５＿ｘ组成两个时序交互感知模块构成的
ＬＳＣＮ．纵轴上的数值表示对应模型的动作识别准确率
的百分比值．柱状图下方的 ＵＣＦ１０１（％）、ＨＭＤＢ５１
（％）表明了相应结果使用的实验数据集分别为
ＵＣＦ１０１ｓｐｌｉｔ１和ＨＭＤＢ５１ｓｐｌｉｔ１

６０５
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　　由图４可得，在 ＵＣＦ１０１Ｓｐｌｉｔ１上，ＬＳＣＮ的 Ｃｌｉｐ准
确率相较于基线有 ０２％到 ０３％的提高，而在 ＨＭ
ＤＢ１０１Ｓｐｌｉｔ１上，则有 １％到 １５％的提高．在 ＵＣＦ１０１
ｓｐｌｉｔ１上，当局部时序特征选择ｃｏｎｖ４＿ｘ和ｃｏｎｖ３＿ｘ或者
仅选择 ｃｏｎｖ４＿ｘ时 ＬＳＣＮ取得最好的结果，而在 ＨＭ
ＤＢ５１ｓｐｌｉｔ１上，选择 ｃｏｎｖ４＿ｘ、ｃｏｎｖ３＿ｘ和 ｃｏｎｖ２＿ｘ时
ＬＳＣＮ取得最好的结果，而且时序特征的选取对 ＨＭ
ＤＢ５１ｓｐｌｉｔ１上模型性能的影响较大．在接下来的实验

中，为了统一模型结构以进行公平的比较，我们选择

ｃｏｎｖ４＿ｘ和ｃｏｎｖ３＿ｘ两个局部时序特征组合成两个时序
交互感知模块构建ＬＳＣＮ．
４４　ＬＳＣＮ性能分析

图５显示了基础模型和 ＬＳＣＮ在微笑，大笑，灌篮，
传球几个实例的置信度得分．由图５可知，ＬＳＣＮ对于
空间信息相近，时序信息的分析要求更高的动作实例

有着更好的表现．

　　图６报告了 ＬＳＣＮ在 ＵＣＦ１０１和 ＨＭＤＢ５１的第一
种划分上的训练集和测试集的损失和训练轮次的曲

线．可见，ＬＳＣＮ可以在动作识别任务上有效地收敛．

表２报告了３ＤＲｅｓＮｅｘｔ１０１和ＬＳＣＮ的计算量和运
行时间的比较．表 ２中的数据表明 ＬＳＣＮ在 ３Ｄ

ＲｅｓＮｅｘｔ１０１的基础上增加了０２％的计算量和３０％的
运行时间，因为时序交互感知模块的实现包含了较多

的矩阵维度变换操作，虽然没有引入较多的参数和计

算量，但是时间花费较多．
表２　计算量和运行时间比较

方案 计算量（百万） 运行时间（６４帧）

３ＤＲｅｓＮｅＸｔ１０１ ３８２６８ ０１９８

ＬＳＣＮ ３８２７５ ０２５９

　　本文使用３ＤＲｅｓＮｅＸｔ１０１［１６］作为基础的网络．我们
按照文献［１６］复现两个数据集上的实验．在ＵＣＦ１０１［２２］

上，复现的结果没有达到［１６］报告的结果（９３７％ ｖｓ
９４５％），然而，在ＨＭＤＢ５１［２３］上，却得到了更好的结果
（７０６％ ｖｓ７０２％）．本文采用实际复现的结果进行评
估．表３报告了在ＵＣＦ１０１［２２］和ＨＭＤＢ５１［２３］上的所有划
分中各个方案的准确率的平均值．

表３显示，ＬＳＣＮ在 ＵＣＦ１０１和 ＨＭＤＢ５１上相对于

７０５
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３ＤＲｅｓＮｅｘｔ１０１分别有０４％和２９％的准确率提升．而
ＴｗｏｓｔｒｅａｍＩ３Ｄ则在两个数据集中都取得了最好的结
果，原因是 ＴｗｏｓｔｒｅａｍＩ３Ｄ的所有网络层都在 Ｋｉｎｅｔｉｃｓ
上进行了预训练而且输入的模态包含ＲＧＢ信息和光流
信息，而ＬＳＣＮ仅使用ＲＧＢ模态并且没有在 Ｋｉｎｅｔｉｃｓ上
预训练全部的网络（时序交互感知模块采用随机初始

化的方案），仍然获得了不错的结果．同时还可以看出，
ＬＳＣＮ在ＨＭＤＢ５１上的改进要优于 ＵＣＦ１０１可能有以
下两种原因：（１）ＵＣＦ１０１上的基础模型的准确率在
９４％左右，已经得到较为理想的效果，得到更高的提升
是较为困难的．（２）ＨＭＤＢ５１中的动作类别包括细致的
咀嚼、微笑，也包括较为简单的运球、骑马，不同动作实

例需要的时序信息差异更大，时间结构变化更复杂，更

符合ＬＳＣＮ对时间结构的设计．
表３　ＵＣＦ１０１和ＨＭＤＢ５１数据集上准确率比较

方案 预训练
ＵＣＦ１０１
（％）

ＨＭＤＢ５１
（％）

ＴＳＭ（ｏｆｆｌｉｎｅ）［５］ Ｋｉｎｅｔｉｃｓ ９６０ ７３２

ＴＳＮ［１２］ ＩｍａｇｅＮｅｔ＋Ｋｉｎｅｔｉｃｓ ９４２ ６９４

ＤＴＰＰ［１１］ Ｋｉｎｅｔｉｃｓ ８９７ ６１１

ＥＣＯ［６］ Ｋｉｎｅｔｉｃｓ ９４８ ７２４

Ｃ３Ｄ［１５］ Ｓｐｏｒｔｓ１Ｍ ８５８ ５４９

ＴｗｏｓｔｒｅａｍＩ３Ｄ［１７］ ＩｍａｇｅＮｅｔ＋Ｋｉｎｅｔｉｃｓ ９８０ ８０７

Ｔ３Ｄ［２１］ Ｋｉｎｅｔｉｃｓ ９１７ ６１１

３ＤＲｅｓＮｅＸｔ１０１［１６］ Ｋｉｎｅｔｉｃｓ ９３７ ７０６

ＬＳＣＮ Ｋｉｎｅｔｉｃｓ ９４１ ７３５

５　结束语
　　本文提出基于分解的双线性池化的时序交互感知
模块，可以利用时序特征之间的信息交互得到更有效

且紧凑的时序特征．在此基础上，长短时序关注网络
（ＬＳＣＮ）利用多个不同时序长度的特征，分别使用时序
交互感知模块拟合两两时序特征间的跨层交互，构建

具有更加灵活时间结构的视频表征．此外，我们通过实
验研究融合空间维度大小及局部时序特征的选取对

ＬＳＣＮ性能的影响．最后，基于３ＤＲｅｓＮｅＸｔ１０１的 ＬＳＣＮ
在ＵＣＦ１０１上将动作识别的准确率从９３７％提升到了
９４１％，在ＨＭＤＢ５１上将动作识别的准确率从７０６％
提升到了７３５％，证明了ＬＳＣＮ可以得到具有更强的时
间结构的视频表征．
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ｓｉｏｎ［Ｃ］．Ａｕｓｔｒａｌｉａ：ＩＥＥＥ，２０１３．３５５１－３５５８．

［２］ＷＡＮＧＬ，ＱｉａｏＹ，ＴＡＮＧＸ．ＭｏＦＡＰ：Ａｍｕｌｔｉｌｅｖｅｌｒｅｐｒｅ
ｓｅｎｔａｔｉｏｎｆｏｒａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ，２０１６，１１９（３）：２５４－２７１．

［３］ＳＵＮＳ，ＫＵＡＮＧＺ，ＳＨＥＮＧＬ，ｅｔａｌ．Ｏｐｔｉｃａｌｆｌｏｗｇｕｉｄｅｄ
ｆｅａｔｕｒｅ：ａｆａｓｔａｎｄｒｏｂｕｓｔｍｏｔｉｏｎｒｅｐｒｅｓｅｎｔａｔｉｏｎｆｏｒｖｉｄｅｏ
ａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃ
ｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１８．１３９０－１３９９．

［４］ＬＥＥＭ，ＬＥＥＳ，ＳＯＮＳ，ｅｔａｌ．Ｍｏｔｉｏｎｆｅａｔｕｒｅｎｅｔｗｏｒｋ：
Ｆｉｘｅｄｍｏｔｉｏｎｆｉｌｔｅｒｆｏｒａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ａ］．Ｅｕｒｏｐｅａｎ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ（ＥＣＣＶ）［Ｃ］．Ｇｅｒｍａｎｙ：
Ｓｐｒｉｎｇｅｒ，２０１８．３８７－４０３．

［５］ＬＩＮＪ，ＧＡＮＣ，ＨＡＮＳ．ＴｅｍｐｏｒａｌＳｈｉｆｔＭｏｄｕｌｅｆｏｒＥｆｆｉ
ｃｉｅｎｔＶｉｄｅｏ Ｕｎｄｅｒｓｔａｎｄｉｎｇ［ＤＢ／ＯＬ］．ａｒＸｉｖ：１８１１．
０８３８３，２０１８．

［６］ＺＯＬＦＡＧＨＡＲＩＭ，ＳＩＮＧＨＫ，ＢＲＯＸＴ．ＥＣＯ：Ｅｆｆｉｃｉｅｎｔ
ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｆｏｒｏｎｌｉｎｅｖｉｄｅｏｕｎｄｅｒｓｔａｎｄｉｎｇ［Ａ］．
ＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｇｅｒｍａｎ：
Ｓｐｒｉｎｇｅｒ，２０１８．７１３－７３０．

［７］ＤＩＢＡＡ，ＳＨＡＲＭＡＶ，ＶＡＮＧＯＯＬＬ．Ｄｅｅｐｔｅｍｐｏｒａｌｌｉｎ
ｅａｒｅｎｃｏｄｉｎｇｎｅｔｗｏｒｋｓ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ）［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１７．１５４１－１５５０．

［８］ＫＡＲＰＡＴＨＹＡ，ＴＯＤＥＲＲＩＣＩＧ，ＳＨＥＴＴＹＳ，ｅｔａｌ．Ｌａｒｇｅ
ｓｃａｌｅｖｉｄｅｏｃｌａｓｓｉｆｉｃａｔｉｏｎｗｉｔｈｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔ
ｗｏｒｋｓ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．
ＵＳＡ：ＩＥＥＥ，２０１４．１７２５－１７３２．

［９］ＤＯＮＡＨＵＥＪ，ＡＮＮＥＨＥＮＤＲＩＣＫＳＬ，ＧＵＡＤＡＲＲＡＭＡ
Ｓ，ｅｔａｌ．Ｌｏｎｇｔｅｒｍ ｒｅｃｕｒｒｅｎｔｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓｆｏｒ
ｖｉｓｕａｌｒｅｃｏｇｎｉｔｉｏｎａｎｄｄｅｓｃｒｉｐｔｉｏｎ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎ
ａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１５．２６２５
－２６３４．

［１０］ＬＥＶＧ，ＳＡＤＥＨＧ，ＫＬＥＩＮＢ，ｅｔａｌ．Ｒｎｎｆｉｓｈｅｒｖｅｃｔｏｒｓｆｏｒ
ａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎａｎｄｉｍａｇｅａｎｎｏｔａｔｉｏｎ［Ａ］．Ｅｕｒｏｐｅａｎ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｇｅｒｍａｎ：Ｓｐｒｉｎｇｅｒ，
２０１６．８３３－８５０．

［１１］ＺＨＵＪ，ＺＨＵＺ，ＺＯＵＷ．Ｅｎｄｔｏｅｎｄｖｉｄｅｏｌｅｖｅｌｒｅｐｒｅｓｅｎ
ｔａｔｉｏｎｌｅａｒｎｉｎｇｆｏｒａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ａ］．Ｉｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＩＣＰＲ）［Ｃ］．Ｃｈｉｎａ：
ＩＥＥＥ，２０１８：６４５－６５０．

［１２］ＷＡＮＧＬ，ＸＩＯＮＧＹ，ＷＡＮＧＺ，ｅｔａｌ．Ｔｅｍｐｏｒａｌｓｅｇｍｅｎｔ
ｎｅｔｗｏｒｋｓ：Ｔｏｗａｒｄｓｇｏｏｄｐｒａｃｔｉｃｅｓｆｏｒｄｅｅｐａｃｔｉｏｎｒｅｃｏｇｎｉ
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Ｇｅｒｍａｎ：Ｓｐｒｉｎｇｅｒ，２０１６．２０－３６．

［１３］ＳＩＭＯＮＹＡＮＫ，ＺＩＳＳＥＲＭＡＮＡ．Ｔｗｏｓｔｒｅａｍ ｃｏｎｖｏｌｕ
ｔｉｏｎａｌｎｅｔｗｏｒｋｓｆｏｒａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎｉｎｖｉｄｅｏｓ［Ａ］．Ｎｅｕ
ｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ［Ｃ］．Ｃａｎａｄａ：ＮＩＰＳ，
２０１４．５６８－５７６．

［１４］ＦＥＩＣＨＴＥＮＨＯＦＥＲＣ，ＰＩＮＺＡ，ＺＩＳＳＥＲＭＡＮＡ．Ｃｏｎｖｏ
ｌｕｔｉｏｎａｌｔｗｏｓｔｒｅａｍｎｅｔｗｏｒｋｆｕｓｉｏｎｆｏｒｖｉｄｅｏａｃｔｉｏｎｒｅｃｏｇ
ｎｉｔｉｏｎ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ
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［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１６．１９３３－１９４１．
［１５］ＴＲＡＮＤ，ＢＯＵＲＤＥＶＬＤ，ＦＥＲＧＵＳＲ，ｅｔａｌ．Ｃ３Ｄ：ｇｅ

ｎｅｒｉｃｆｅａｔｕｒｅｓｆｏｒｖｉｄｅｏａｎａｌｙｓｉｓ［Ｊ］．ＣｏｍｐｕｔｅｒＲｅｓｅａｒｃｈ
Ｒｅｐｏｓｉｔｏｒｙ，２０１４，２（７）：１－８．

［１６］ＨＡＲＡＫ，ＫＡＴＡＯＫＡＨ，ＳＡＴＯＨＹ．Ｃａｎｓｐａｔｉｏｔｅｍｐｏｒａｌ
３ＤＣＮＮｓｒｅｔｒａｃｅｔｈｅｈｉｓｔｏｒｙｏｆ２ＤＣＮＮｓａｎｄＩｍａｇｅＮｅｔ
［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．
ＵＳＡ：ＩＥＥＥ，２０１８．１８－２２．

［１７］ＣＡＲＲＥＩＲＡＪ，ＺＩＳＳＥＲＭＡＮＡ．Ｑｕｏｖａｄｉｓ，ａｃｔｉｏｎｒｅｃｏｇ
ｎｉｔｉｏｎ？ａｎｅｗｍｏｄｅｌａｎｄｔｈｅｋｉｎｅｔｉｃｓｄａｔａｓｅｔ［Ａ］．Ｃｏｍ
ｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ（ＣＶＰＲ）［Ｃ］．ＵＳＡ：
ＩＥＥＥ，２０１７．４７２４－４７３３．

［１８］ＴＲＡＮＤ，ＷＡＮＧＨ，ＴＯＲＲＥＳＡＮＩＬ，ｅｔａｌ．Ａｃｌｏｓｅｒｌｏｏｋ
ａｔｓｐａｔｉｏｔｅｍｐｏｒａｌｃｏｎｖｏｌｕｔｉｏｎｓｆｏｒａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ａ］．
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：
ＩＥＥＥ，２０１８．６４５０－６４５９．

［１９］ＱＩＵＺ，ＹＡＯＴ，ＭＥＩＴ．Ｌｅａｒｎｉｎｇｓｐａｔｉｏｔｅｍｐｏｒａｌｒｅｐｒｅ
ｓｅｎｔａｔｉｏｎｗｉｔｈｐｓｅｕｄｏ３ｄｒｅｓｉｄｕａｌｎｅｔｗｏｒｋｓ［Ａ］．Ｉｎｔｅｒｎａ
ｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ（ＩＣＣＶ）［Ｃ］．Ｉｔａ
ｌｙ：ＩＥＥＥ，２０１７．５５３４－５５４２．

［２０］ＸＩＥＳ，ＳＵＮＣ，ＨＵＡＮＧＪ，ｅｔａｌ．Ｒｅｔｈｉｎｋｉｎｇｓｐａｔｉｏｔｅｍｐｏ
ｒａｌｆｅａｔｕｒｅｌｅａｒｎｉｎｇｆｏｒｖｉｄｅｏｕｎｄｅｒｓｔａｎｄｉｎｇ［Ｊ］．Ｃｏｍｐｕｔｅｒ
ＲｅｓｅａｒｃｈＲｅｐｏｓｉｔｏｒｙ，２０１８，２７（７）：１－１０．

［２１］ＤＩＢＡＡ，ＦＡＹＹＡＺＭ，ＳＨＡＲＭＡＶ，ｅｔａｌ．Ｔｅｍｐｏｒａｌ３Ｄ
ｃｏｎｖＮｅｔｓ：Ｎｅｗ ＡｒｃｈｉｔｅｃｔｕｒｅａｎｄＴｒａｎｓｆｅｒＬｅａｒｎｉｎｇｆｏｒ
ＶｉｄｅｏＣｌａｓｓｉｆｉｃａｔｉｏｎ［ＤＢ／ＯＬ］．ａｒＸｉｖ：１７１１．０８２００，２０１７．

［２２］ＷＡＮＧＸ，ＧＩＲＳＨＩＣＫＲ，ＧＵＰＴＡＡ，ｅｔａｌ．Ｎｏｎｌｏｃａｌ
ｎｅｕｒａｌｎｅｔｗｏｒｋｓ［Ａ］．ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃ

ｏｇｎｉｔｉｏｎ［Ｃ］．ＵＳＡ：ＩＥＥＥ，２０１８．７７９４－７８０３．
［２３］ＤＩＢＡＡ，ＦＡＹＹＡＺＭ，ＳＨＡＲＭＡＶ，ｅｔａｌ．Ｓｐａｔｉｏｔｅｍｐｏ

ｒａｌｃｈａｎｎｅｌｃｏｒｒｅｌａｔｉｏｎｎｅｔｗｏｒｋｓｆｏｒａｃｔｉｏｎｃｌａｓｓｉｆｉｃａｔｉｏｎ
［Ａ］．ＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ［Ｃ］．Ｇｅｒ
ｍａｎ：Ｓｐｒｉｎｇｅｒ，２０１８．２８４－２９９．

［２４］ＳＯＯＭＲＯＫ，ＺＡＭＩＲＡＲ，ＳＨＡＨＭ．ＵＣＦ１０１：Ａｄａｔａｓｅｔ
ｏｆ１０１ｈｕｍａｎａｃｔｉｏｎｓｃｌａｓｓｅｓｆｒｏｍｖｉｄｅｏｓｉｎｔｈｅｗｉｌｄ［Ｊ］．
ＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ，２０１２，３（１２）：２－９．

［２５］ＫＵＥＨＮＥＨ，ＪＨＵＡＮＧＨ，ＧＡＲＲＯＴＥＥ，ｅｔａｌ．ＨＭＤＢ：ａ
ｌａｒｇｅｖｉｄｅｏｄａｔａｂａｓｅｆｏｒｈｕｍａｎｍｏｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ａ］．
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ（ＩＣＣＶ）
［Ｃ］．Ｓｐａｉｎ：ＩＥＥＥ，２０１１．２５５６－２５６３．

［２６］ＦＥＩＣＨＴＥＮＨＯＦＥＲＣ，ＰＩＮＺＡ，ＷＩＬＤＥＳＲ．Ｓｐａｔｉｏｔｅｍｐｏ
ｒａｌｒｅｓｉｄｕａｌｎｅｔｗｏｒｋｓｆｏｒｖｉｄｅｏａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ａ］．
ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ［Ｃ］．Ｓｐａｉｎ：ＮＩＰＳ，
２０１６．３４６８－３４７６．

［２７］ＬＩＺ，ＧＡＶＲＩＬＹＵＫＫ，ＧＡＶＶＥＳＥ，ｅｔａｌ．ＶｉｄｅｏＬＳＴＭ
ｃｏｎｖｏｌｖｅｓ，ａｔｔｅｎｄｓａｎｄｆｌｏｗｓｆｏｒａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］．
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＩｍａｇｅＵｎｄｅｒｓｔａｎｄｉｎｇ，２０１８，１６６
（３）：４１－５０．
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